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Resume

Artykut opisuje wykorzystanie sztucznych sieci omowych do prognozowania, nha
przyktadzie meczéw pitki tioej, oraz predykcji cen energii elektrycznej nakryrdnia
nastpnego. Celem projektu jest dokonanie analizy zdainprognostycznych wybranych
sztucznych modeli neuronowych.

Abstract

The article describes the use of artificial neunatworks in predicting, for example, football
games, and a prediction of electricity prices oe tharket the next day. The aim of the
project is to analyze the predictive ability ofesged artificial neural models.

EXORDIUM/WST EP

Prognozowanie (predykcja) jest niezwykle amgm elementem, wysbujgcym w
codziennym zyciu cziowieka. Gldbwnym celem prognozowania jestdjpoie wiaciwej
decyzji, lub zmniejszenie ryzyka przy dokonywanyochyborach. Niedawno do
prognozowania zae® by¢é uzywane sieci neuronowe.gSone bardzo uniwersalnym
rozwigzaniem, daki ktoremu mana osigat dobre wyniki. Proces prognozowania jest
procesem zikonym i wieloetapowym, co nalg uwzgkdni¢c podczas projektowania
neuronowego systemu predykcyjnego. Etapy temagrzedstawiw sposéb nagpujacy:

« dobranie odpowiedniego problemu, dla ktéregdzie uktadana prognoza;

« gromadzenie danych, na ktérych opardie predykcja oraz ich analiza;

e przeghd metod, oraz dobranie najodpowiedniejszej metdaywgbranego problemu;

e sporadzenie modelu prognostycznego z wykorzystaniem $wmepzgromadzonych
danych;

e otrzymanie prognozy;

e ocena i porbwnanie prognozy z faktycznym stanem;

TEXT OF ARTICLE/TRE SC ARTYKULU

Sztuczne sieci neuronowe rozwijaic niezwykle dynamicznie co powoduje, wzrost
zainteresowania gt dyscyplim naukows. Klasyczna jednokierunkowa sztuczna sieci
neuronowa zbudowana jest z trzech warstw neuronMarstwa pierwsza nazywag¢si
warstwg wejsciowa. W jej skitad wchodzi tyle neuronow ile jest zmigah wefciowych.
Kazdy neuron z warstwy wagiowej lgczy st z wszystkimi neuronami z warstwy ukryte;.



Zdarza st, ze warstw ukrytych jest wcej niz jedn: — wowczas sié sklada sj z wigcej niz
trzech warstwJeli w sktad obszaru ukrytego wchodzi¢eej niz dwie warstwy neurony
drugiej warstwy 4cza sie z trzecy i tak dalej. Charakterystycznwarstwg jest ostatni
warstwa ukrytabowiem hczy st z warstwg wyjsciowg. Poniszy rysunek pokazujimodel
prostej trzywarstwowej sieci neuronowej progngezej warté¢ indeksu S&P 500
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Rys.1 Trzywarstwowa sztuczna sie¢ neuronowa [zrédto: ED Gatley, Sieci Neuronowe Prognozowanie Finansowe i Projektowanie Systeméw
Transakcyjnych]

Zaprezentowana wp@j sztuczna ste neuronowa ziona jest z trzech warst
(wejsciowej, ukrytej, wygciowej). Jej zadanie to prognozowanie wadi indeksu S&P 50i
na pe¢ dni do przodu. Wykorzystane zostaly rasface dane: obecna waftoindeksu,
relacja wzrostow do spadkow (wgkik A/D), wskanik wzglednej sity RSl oraz MACL
ktory bada zbienos¢ i rozbiezncs¢ srednich ruchomych. Jak widzimy #@y neuron :
warstwy wejciowej laczy st z warstwg ukryty te za& z warstvg wyjsciowg. Site powigzan
pomiedzy neuronami definiujemy jako wagi. To za ich pamokreslamy, ktéra zmienna
bedzie miata najwikszy wptywna proces prognostyczny. Analogiczsystem prognozag¢y
zostat wykorzystany do predykcji wynikdw wydafizesportowycl, jak i cen energi
elektrycznej na towarowej gietdzie energitodowisko programistyczne zastosowane w
celu to MATLAB firmy The MathWors. Jest to program komputerowy &jay do
wykonywania symulacji komputerowych, obliezenaukowych i igynierskich. Wydajne
prowadzenie oblicze macierzowych, jak i fatwa wizualizacja wynikow temlealnym
rozwigzaniem przy tworzeniu sztucznej sieci neuwej. Podstawowym elementem pi
tworzeni sztucznej sieci neuronowej dane wejciowe, ktore musg by¢ odpowiednic
uporzzdkowane i zapisane w sposoOb reprezentatywny. Zgimore daneaspodawane n
wejsciu sieci, a nagpnie przetwarzane, d&i czemu uzykujemy wyniki. Zarbwno prz'
prognozowaniu wynikoéw sportowych jak ipredykcji cen energii elektryczr dane musiaty
by¢ zapisane w sposoOb reprezentatyy
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Rys.2 Dane reprezentatywne wykorzystane do predykcji wydarzen sportowych [Zrédto:. www.livesports.pl]

Materiaty wykorzystane w systemiprognozowania wynikbw meczstanowsj
informacje pozyskane z serwisu internetowego wwedports.pl. Zgromadzone dane
wyniki pi¢ciu ostatnich meczéw deyny gospodarzy, pciu ostatnich meczow deyny gosci
oraz wyniki trzech bezgoednich pojedynkéw obydwu dryn. Wyniki pigciu ostatnict
meczow drayny swiadcz o aktualnej formie drtyny, co jest bardzo waym elementem \
prognozowaniu najhtszego meczu. Pojedynki beZpednie przedstawigjdotychciasowe
rezultaty, jakie odnotowano w ostatnich meczach ipdry obiema driynami.
Zgromadzone danestla podawane na wajie sieci

Data Dzien tygodnia | Godzina | Cena [Wolumen| temperatura |zachmurzenie wiatr
2013-01-01 3 1 91.65 824.20 1,6 G 15,0
2013-01-01 3 2 84.22 936.60 2,0 6 14,9
2013-01-01 3 3 78.72 922.00 2,1 G 14,3
2013-01-01 3 4 76.50 895.50 2,4 6 16,0
2013-01-01 3 5 75.63 1037.10 2,7 G 15,3
2013-01-01 3 6 76.49 989.60 2,6 5 16,8
2013-01-01 3 7 75.68 1033.50 2,8 6 14,5
2013-01-01 3 8 83.18 1176.70 3,1 6 13,8
2013-01-01 3 9 85.45 1069.70 4,0 6 16,5
2013-01-01 3 10 90.63 1063.60 4,3 6 17,3
2013-01-01 3 11 91.02 1108.40 4,5 6 16,2
2013-01-01 3 12 98.28 8390.70 5,3 6 17,4
2013-01-01 3 13 99.95 848.60 5,7 ] 18,6
2013-01-01 3 14 100.46 864.70 5,1 ] 18,6
2013-01-01 3 15 100.10 867.40 4,4 ] 16,2

Rys.BAEJ%é‘ré;;rezentatywne Wykorzystané do pr‘e.Jylzt;ji cen energii elektrycznej fé;édfo: www. tge.pl,;/vww. c;'r-e.-pI]

Dane do prognozowania cen energii zostalty zestawertabele (rys.3)Jak wida
poszczegolne kolumny zostaly podzielone na gotowe zdimportowania dane. Al
zmniejszy rozmiar rekordéw dane pogodowe zostadyednione.Srednia liczona byta dI
kazdej godziny doby na podstawie $z& miast aby zyska efekt ogolnej pogody
jednoczénie zmniejszy rozmiar danych weégiowych. Skonstruowany model miat
wejsciu pig¢ zmiennych, natomiast na wgju jedry zmienry . Wszystkie te zmienne by
mierzone dla kadej godziny doby handlowej. Do budowy modelu prmpcego cen
energi zastosowano perceptron wielowarstwowy MLP (NM-Layered Perceptron
Zgromadzone dane obejmuwkres od 01.01.2013 do 31.03.2013 i ich liczbakoto 1500(



przypadkow. Proces budowy modelu opierat sa analizie danych. Zgromadzone dane
zostaly starannie wyselekcjonowane.zBa kolumna ma charakter reprezentatywny dla. W
przypadku predykcji wynikébw sportowych na W@y modelu neuronowegoctizie 13
neurondéw w warstwie wgjiowej. Natomiast w prognozowaniu cen energii w staie
wejsciowej kxdzie ich 7. Wanym aspektem prognozy na podstawie modeléuwrmeowych jest
proces uczenia. W wyniku wielu symulacji, optymainy zakresem danych
wykorzystywanych do uczenia sieci byto okoto 25%zystkich zgromadzonych danych.

Aby jak najlepiej przetestowapotencjat tkwacy w sztucznych sieci neuronowych
postanowiono przetestowakilka rodzajow sieci neuronowych zdigcych s¢ ilosciag
neurondw oraz warstw ukrytych. Przetestowand siktadajca sie z czterech warstw
ukrytych i 8 neuronow. W piejszych etapach zwkszano stopniowo zaréwno §io
neuronow jak i warstw ukrytych aby nie przeocpptymalnego rozvwgzania. Sié uczono
metody Levenberga-Marquardt®lgorytm Levenberga-Marquardta jest obecnie jedrsym
najczsciej stosowanych do uczenia sieci neuronowych je@monkowych, algorytmow
optymalizacyjnych drugiego ¢du. Wynika to gtdwnie z szybkiej zkieoici, oraz prostej
implementacjt Opiera s} on na algorytmie rozwiazywania nieliniowego praobie
najmniejszych kwadratéow. Walda, ktéra byta w pewien sposOb ogranicznikiem
czasowym uczenia sieci jest miara oczekiwanegadubkaicowego. W momencie, gdy miara
ta osigata oczekiwasmwartags¢ wowczas uczenie sieci byto kkezone Pocgkowo ustawiano
go na warté& 0,1 lecz szybko zwkszono do 0.3 gdy najlepiej warunkuje na proces
uczenia.

Neural Netwerk Progress

Hidden Layer Qutput Layer Epoch: 0 | 17 iterations | 3000
Input Output Time: 0:00:00 |: 0:00:04 | 0:10:00

— e :
& _lﬂ | = Jiﬁl' ’ | Performance: 2.06 0,281 0.300
‘T%' T M fl T Tu ’/IT_JGil—J Gradient: 286 || 0OAIS 100&-05
- 8 l 1 ;

Mu: 000100 | 0.328 | 1.00e+10
Validation Checks: 0| 0 | 100

Rys.4 Model sztucznej sieci neuronowej wraz z przebiegiem uczenia i parametrami [Zrédfo: Bajda K, Pirég S Wykorzystanie sztucznych sieci
neuronowych do prognozowania wynikéw sportowych - projekt systemu]

Koncowg czynndciag w dziataniu sztucznej sieci neuronowej bylo uzys&a
prognozy. W zalenosci od zastosowane]j metody uzyskanozne wyniki. W celu
oszacowania skuteczéw dziatania sieci, porownano otrzymane prognozyeczywistymi
danymi, a nasgpnie oszacowano skuteczdo predykcji sieci. Przy wykorzystaniu
podstawowych miar statystycznych dokonano ocenfndgai prognoz cen energii ktore
przedstawia rys.5.

1. 'Tadeusiewicz R., Sieci Neuronowe, 1993



Ocena dopasowania

Miary statystyczne MLP 5:30:13:1:1
ME(ang.mean error)-btad sredni 0,92 zt
MAE(ang. mean absolute error) bezwzgledny bfad sredni 8,07 zt

MAPE(ang. mean absolute percent error} bezwzgledny btad
procentowy) 4,9%

maxAPE(ang.maximum absolute percent error}-maksymalny btad
procentowy 38%

maxAE(ang.maximum absolute error}- maksymalny btad sredni

52,88 zt

Rys.5 Ocena dopasowania modelu [Zrddfo: Pirdg S. Projekt systemu finansowego wspomagajgcego podejmowanie decyzji
inwestycyjnych na gietdzie energii]

Ocere dopasowania modelu neuronowych do danych rzeczyetigtrzeprowadzon
dla okresu budowy modeli od 01.01.20013 r. do B2@013r. Analizujc otrzymane wynik
mozna zauway¢, ze przecttne odchylenigprognoz cen energii od wagto rzeczywistyct
wynosi okoto 4.9% zmiennej prognozowanej . Ada rownie zauway¢, ze nie wysgpuje
systematyczne niedoszacowanigg1 przeszacowanie prognozy. Doswysokie warté¢
maxAE i maxAPEswiadczy o tym,ze zdarzaj si¢ bledy znacznie przekraczaje wartdci
przecttne.

CONCLUSION/PODSUMOWANIE

W oparciu o uzyskane wyniki mipa stwierdzi, ze sztuczne sieci neuronowe m(
stanow€ narzdzie do prognozowania wydarzesportowych orazpredykcji cen energ
elektrycznejna rynku dnia nagpnego.Praca ta jest ciekawym pokzeniem, wydawaby sk
mogto odlegtych dziedzin, informatyksportu oraz ekonomii. Wykorzystanie sztuczn
sieci neuronowych w prognozowaniu #eon przysziéci przynies¢ wiele korzyci.
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